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CAPITULO 9
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En este capitulo se presentan las ideas basicas de la etapa de clasificacion en un sistema de
reconocimiento de patrones. Comienza el capitulo recordando los fundamentos del aprendizaje a
partir de ejemplos para, posteriormente, hacer una revision de las métricas y métodos mas
habituales de evaluacion del rendimiento de un clasificador. El capitulo contintia mostrando el ciclo
completo de disefio de un clasificador y finalmente, se describen, a modo de ilustracion, tres
modelos de aprendizaje correspondientes a los enfoques de clasificacion supervisada, regresion y

clasificacion no supervisada.

9.1 Introduccion

Los avances tecnoldgicos de las tltimas décadas han hecho posible automatizar muchas tareas que
previamente requerian una cantidad significativa de tiempo de trabajo manual repetitivo, mejorando la
velocidad y reduciendo errores en esas tareas esencialmente mecanicas.

Actualmente, la tecnologia nos permite disponer, almacenar y procesar gran nimero de datos.
Igualmente, los investigadores han desarrollado nuevos modelos y algoritmos para trabajar con estos
datos. Todo ello, junto con el creciente interés comercial e industrial por obtener informaciéon y
conocimiento de los datos recopilados, ha permitido la automatizacion de tareas que no son meramente
mecanicas sino que requieren inteligencia en mayor o menor grado.

Algunas de estas tareas, como el reconocimiento de rostros, no requiere esfuerzo alguno para un ser
humano. Este proceso lo realizamos a diario, reconociendo a familiares o conocidos,
independientemente de diversos factores que lo pueden dificultar, como son la postura, la iluminacion
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o el estilo de peinado, entre otros. Lo hacemos de forma inconsciente y nos resulta imposible explicar
cémo lo llevamos a cabo. De ahi, la dificultad para escribir un programa para que se realice
automaticamente.

Hay otras tareas, sin embargo, que a las personas les resultan mucho mas complejas e incluso
dificilmente llevan a cabo con éxito. Esto se debe, en parte, al gran volumen de datos que hay que
manejar y a la presencia de patrones poco evidente, no lineales muchas veces, que se deben analizar

simultaneamente.

Las técnicas de aprendizaje automatico y mineria de datos han conseguido grandes avances en esta
direccion, haciendo posible que los sistemas inteligentes sean una parte, a veces muy importante, del

modelo de negocio de muchas empresas.

9.2 Fundamentos del Reconocimiento de Patrones

El reconocimiento de patrones consiste basicamente en asignar etiquetas a objetos indicando a qué
clase pertenecen. Estos objetos deben ser representados por un conjunto de medidas, a las que nos
referiremos como atributos o caracteristicas. La tarea de reconocimiento implica necesariamente un
proceso de aprendizaje a partir de un conjunto de objetos (conjunto de datos). Los fundamentos de este
campo se establecieron ya en los afios sesenta y setenta, con excelentes libros (Duda y Hart, 1973;
Fukunaga, 1972), que dieron forma a este campo de investigacion.

Hay dos grandes tipos de problemas de reconocimiento de patrones: supervisado y no supervisado.
En el aprendizaje supervisado se dispone de un conjunto de datos junto con sus etiquetas, indicando a
qué clase pertenecen, para cada dato o ejemplo. El objetivo que se persigue en este caso es conseguir
un modelo (clasificador) que pueda etiquetar automaticamente nuevos datos que no se hayan empleado
en el ajuste del modelo de clasificacion. Este proceso es conocido como entrenamiento del clasificador
o creacion del modelo. Si las etiquetas no tienen un valor discreto, sino que toman valores continuos,
hablaremos, entonces, de regresion. El reconocimiento Optico de caracteres seria un ejemplo de
clasificacion supervisada, mientras que la estimacion de la edad de una persona a partir del rostro

constituiria un problema de regresion.
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Figura 9.1 Ejemplo de clasificacion supervisada (a) y no supervisada (b). Los datos se representan por dos
caracteristicas x, y x,.
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En las técnicas de aprendizaje no supervisado sélo se dispone de los datos sin las etiquetas de clase.
Tratan de modelar los datos en si mismos, lo que se traduce normalmente en descubrir grupos
(clustering), es decir, determinar si hay ejemplos similares en el conjunto de datos y qué caracteristicas
hacen que estos datos sean similares dentro del grupo y diferentes del resto.

En la figura 9.1 (a) se puede ver un ejemplo de clasificacion supervisada. Conocemos la clase a la
que pertenecen los datos que se encuentran en el espacio de representacion (clase roja y clase azul). En
la figura 9.1 (b), sin embargo, no se conoce la clase a la que pertenecen los datos disponibles y
buscamos técnicas que los agrupen en funcidn de sus caracteristicas.

9.2.1 Concepto de clase, caracteristicas y conjunto de datos

En un problema de reconocimiento de patrones, cada muestra se identifica por un conjunto de
caracteristicas representada por un vector n-dimensional x =[x,,...,x,]. Estas caracteristicas pueden
ser cuantitativas o cualitativas.

En el caso mas extendido de aprendizaje supervisado, tendremos varias clases predefinidas, de
forma que un objeto pertenece a una y s6lo a una de estas clases. Cada una de las clases tiene objetos
similares que son diferentes de los de las otras clases. Asi, por ejemplo, en un contexto de
autentificacion biométrica a través de la escritura, tendriamos un problema de aprendizaje supervisado
con dos clases: una determinada letra corresponde o no corresponde al usuario cuya identidad debemos

verificar.
Asumiremos que hay L posibles clases, mutuamente excluyentes, etiquetadas como u,,...,u; ,, y

organizadas en un conjunto U, = {u,,...,u; ,}.
Dispondremos, pues, de un conjunto de muestras etiquetadas, §={(x*,d*),k=1,...,N donde x* es
un objeto del conjunto de datos y d* e U, representa la etiqueta de dicha muestra. Si la clasificacion

fuera no supervisada no se dispondria de dichas etiquetas.

9.2.2 La clasificacion

El clasificador es una funcion f,que establece la relacion entre los datos de entrada x y las

etiquetas d para dichos datos.

En algunos casos se trabaja con clasificadores que realizan la clasificacion en dos etapas: calculan
una decision blanda y, a partir de la cual se toma la decision dura final d . Las salidas blandas vienen
dadas por y* = f,(x") donde f, es una funcién con pardmetros 6.

El algoritmo de entrenamiento ajusta los parametros 6 del clasificador de tal forma que se

minimice una determinada funcion de error o funcion de coste.
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9.2.3 Evaluacion del clasificador

Aunque la funcion basica del clasificador es clara (discriminacion entre dos o mas clases
mutuamente excluyentes), no ocurre lo mismo con la forma de evaluar las prestaciones de la
clasificacion realizada. Esto dificulta, por un lado, la decisién sobre como disefar el clasificador

(estrategia de aprendizaje, ajuste fino de los pardmetros) y por otro, la comparacion entre distintos

clasificadores.

El resultado de la clasificacion se puede resumir en una matriz de confusion con columnas y filas

correspondientes a la clase pronosticada y a la real, respectivamente. Para un problema de clasificacion
binario (dos clases, etiquetadas como u,,u, ) esta matriz tiene la estructura reflejada en la Figura 9.2

donde:

e TN ( True Negative): Ejemplos de la clase 0 correctamente clasificados

e FN (False Negative): Ejemplos de la clase 1 clasificados incorrectamente.

e TP ( True Positive): Ejemplos de la clase 1 clasificados correctamente

e FP ( False Positive): Ejemplos de la clase 0 clasificados incorrectamente

Prediccion
U U,
u, TP FN
Clase Real m P ™

Figura 9.2 Matriz de confusion para un caso binario.

El nimero total de ejemplos positivos es P=FN +TP y el numero total de ejemplos negativos es

N=FP+TN .

True Positive Rate

(También llamado “hit rate”, TP/P Proporcion de muestras positivas que

“recall”, “Sensitivity” o “TP han sido correctamente clasificadas.

Rate”).

False Positive Rate Proporcidon de muestras negativas que

(También llamado “False FP/N han sido errébneamente clasificadas

Alarm Rate” o “FP Rate”). como positivas.

False Negative Rate Proporcion de muestras positivas que

(También llamado “FN FN/P han sido errébneamente clasificadas

Rate”). como negativas (1 — TP Rate).

True Negative Rate Proporcion de muestras negativas que

(También llamado TN/N s -

o e e e , han sido correctamente clasificadas.
Specificity” o “TN Rate”).

Precision Proporcion de muestras clasificadas

(También llamado “Positive TP/(TP + FP) como positivas, que realmente son

Predictive Value”). positivas.
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F1 Score 2x Precision x Recall I\R/Ietnl?a que combina Precision y
/(Precision + Recall) ceall.
Error Rate (FP + FN)/(P + N) Proporcwn de muestras mal
clasificadas.

Figura 9.3 Algunas métricas de rendimiento para la evaluacion de un clasificador.

9.2.4 Métricas de rendimiento

Con la informacién de la matriz de confusion se definen y emplean, diferentes métricas, en muchos
casos dependiendo del campo de aplicacion, para evaluar el rendimiento del clasificador. De todas
ellas, la mas popular ha sido la tasa de error global. Otras opciones son las tasas de error condicionadas
a cada clase (conocidas en el campo del diagndstico médico como sensibilidad y especificidad) o la
utilizacion de tasas de riesgo. En el contexto de recuperacion de informacion es popular la evaluacion
en términos de precision y recuperacion.

En las aplicaciones reales, no se consiguen clasificadores perfectos (aquel que tiene FN=0, FP=0,
TN=Ny TP=P). La figura 9.3 resume las métricas mas empleadas para evaluarlo.

9.2.5 Técnicas de evaluacion

A la hora de disefiar un clasificador disponemos de un conjunto discreto de muestras. Si utilizamos
ese conjunto completo para entrenar el clasificador y posteriormente llevamos a cabo las pruebas con
ese mismo conjunto de datos, tendremos una buena tasa de acierto ya que estamos probando con los
mismos datos con los que hemos entrenado el clasificador. El principal problema serd que habremos
obtenido un modelo que probablemente no sea capaz de generalizar para datos nuevos, otros que no se
hayan empleado en el entrenamiento, es decir, este modelo so6lo clasificaria bien los datos que ya
conoce. Este problema se conoce como sobreajuste (overfitting), figura 9.4.
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O

Figura 9.4 Ejemplo deoverfitting. El modelo se ajusta a los datos pero no es capaz de generalizar para
datos de entrada desconocik.

Para que no se produzca este sobreajuste, podemos seguir diferentes estrategias: Divisi—
conjunto en dos particionesrgining y tes), validaci—n cruzada cénparticiones K-fold cross

validation) o Bootstrap.

9.2.5.1 Divisi—n del conjunto émaining y test

Cuando se divide el conjunto de datos en dos subconjuntos, uno de ellos (conjunto de training
utiliza para entrenar, es decir, para construir el modelo, y el otro, el conjunto de prueba, para llev:
cabo la evaluaci—n. Se suele gpbarreservar 1/3 de los datos para hacer el test y los otros 2/3 pal

entrenar el clasificador, figura 9.5 .

Algoritmo
de

'Qmﬁ.

Conjunto de Training

Particion

\ 4

"@l@

ESTIMACION

Conjunto de datos :
Conjunto de Test

Figura 9.5 Divisi—n del conjunto de datos en Training y Test.
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9.2.5.2. Validaci—n cruzada cdaparticiones

La validaci—n cruzada dopartidones, llamada en inglZsféld cross validation, es una alternativa
al enfoque ODivisi—n en conjuntosrai@ing y tesO. El procedimiento es el siguiente: el conjunto de
datos formado por N muestras, es divididokgrartes iguales. El valor desuele ser un noemero
peque—o, del orden de 5 0 10 y en el caso de que las partes no pudieran ser exactamente ig
simplemente se dejar’a alguna partici—n con un dato menos que el resto.

Una vez hechas las divisiones, sa/din a cabd iteraciones. En cada una de ellas, una dé& las
partes en las que se ha dividido el conjunto de datos se usa como conjunto de test kiagaitas
se usan como conjunto de training, figura 9.6.

Finalmente, los valores predichos pamdatos de test (teniendo en cuent&k igsraciones, serf un
total de N datos) se contrastan con las etiquetas reales de los mismos y se evalcea el modelo ¢
mZtricas seleccionadas.

Algoritmo
de
aprendizaje

Particion

A 4

Clasificador |
l

ESTIMACION

Conjunto de datos

Figura 9.6. Validaci—n cruzada+€old con k = 5. Ejemplo para unateraci—n cualquiera.

Existe un caso particular, en el que el valor del partmetoincide con el noemero de datos N. Se
le conoce como OleavaeoutO, ya que en cada una de las N iteraciones se utiliza un solo dato col
conjunto de test y el resto; N como conjunto de training.

9.2.5.3. Bootstrap

El conjunto de training en este caso se crea realizando N extracciones aleatorias con repeti
sobre el conjunto de datos total, siendo N el ncemero total de datos. De esta manera, tenem
conjunto de training que tiene el mismo ncemero de elementosl goejunto de datos original

165



Corceptos y mZtodos eridi—n po€omputador

(algunos de ellos repetidos). El conjunto de test estarf formado por todos aquellos datos que no h
sido extra’dos a la hora de crear el conjunto de training, figura 9.7.
El tama—o del conjunto de test s&B68N que se obtiene simplemente calculando la probabilidad

. 1 .
de que un ejemplo no salga en una extrac(:lJ.—Fl\Fl) y multiplicando este naemero por las veces que

se realiza la extracci—hh.
Mzs formalmente tesmos:

n n #1 #n*l

limB1# 1 =|'m§%+i' —limBie 2y P ziimBre Ly =et=1=0.368 9.1)
2 nt #nz nt " #nz nt " #nz e

Este proceso se repite un ncemero prefijado de veces B y despuZs se actoea como en el ¢
validaci—n cruzada, promediando las estimaciones de las mZtricas obtenidas para cada conjunto d

3 r 1 Algoritmo
— ) de
4 ? aprendizaje
5 : ]
6 ﬁ N
& e =

7 3

3 2 ]

@

10

Conjunto de Training

Partician

11

A 4
% - Clasificador

12

13

14

15 15

ESTIMACION

Conjunto de datos :
Conjunto de Test

Figura 9.7 Bootstrap.

9.3 Ciclo de dise—o de un clasificador

Cuando se afronta un problema de reconocimiento de patrones, hemos de considerar una sel
etapas para dise—ar el clasificador.

En primer lugar, el conjunto de datos con el que se va a realizar exldeaje debe ser
representativo de las condiciones en las que va a operar el clasificador. Si acen no disponemos (
conjunto de datos, es necesario definir las caracter’sticas que puedan ser relevantes para el proble
dise—ar un experimento para tmmlas medidas necesarias. Si es posible, se incluirtn tambiZ
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caracter’sticas que pueden no parecer relevantes en esta etapa pero que, en combinaci—n cor
pudieran aportar informaci—n. Las limitaciones en la recolecci—n de datos generalmeni@da®enen
por la capacidad de financiaci—n del proyecto, la disponibilidad de tiempo, la posibilidad de accec
las muestras, etc.

En ocasiones, las medidas realizadas, como por ejemplo las imfgenes tomadas por una cii
deben ser procesadas para obteaepartir de ellas, caracter’sticas relevantes para el sistema d
reconocimiento de patrones. Esto puede incluir operaciones de filtrado, normalizaci—n, segmentz
de imfgenes, u obtenci—n de descriptores de las imfgenes que sean, por ejemplos iaviriante
rotaci—n, a la escala, etc.

Los descriptores o caracter’'sticafeafure3 obtenidos normalmente no son todos igual de
relevantes. Unos pueden serlo cenicamente en relaci—n con otros y otros pueden ser irrele
constituyendo s—Io ruido paraistema de reconocimiento en cuesti—n. De ah’ que aplicar tZcnicas
selecci—n de caracter’sticas o crear nuevas caracter’'sticas a partir de las ya existentes, puede me
calidad de la descripci—n.

La selecci—n del modelo de clasificaci—n, suinamiento {raining) y la evaluaci—n del mismo
(tes) constituye el noecleo central del desarrollo de un sistema de reconocimiento de patrones. Con
ilustra en la figura 9.8 con las I'neas punteadas, el ciclo del dise—0 de un clasificador se pueate cerr:
diferentes puntos. Podemos decidir usar el mismo modelo de clasificaci—n con diferentes parfme
cambiar el modelo de clasificaci—n o bien, emplear diferentes tZcnicas de selecci—n/extracci-
caracter’sticas.
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Mundo real

O & ; Recoleccién de datos
Camara

@ Sensores

A
D Segmentacion | Preprocesamiento
y generacion

de resultados.

H

1(7|9(1(1

\
J

wv
- (3] -
No supervisado & . o © § Supervisado
S o £ £ 2[ =
2 S8 e S 8 8| 24 = xmeve
i L g 9 © C & i — Xmmva
reT) = _ o i X von_|
i Z G 38
o * T
E 7] :5 o :
2 2 O c @ { X
E o O > O 2 N .
c © < o 8 ) T
o wn o £ i Oy DRC
> °
o0 @ =} D —
il S e
éResultado vélido? = e =3
2 > =
g e
b v
>
¢Resultado valido?

Mundo real (A donde tienen que volver las soluciones)

Figura 9.8 Esquema del ciclo de dis® de un clasificador.

9.4 Algoritmos de clasificaci—n

Dado que el reconocimiento de patrones se enfrenta con problemas reales, se han desarrolla
continoean desarrollfndose, una plZtora de algoritmos de aprendizaje, con sus respectivas limitacic
fortalezas: ¢rboles de Decisi—n, Redes Neuronales, Mfquinas de Vectores Soporte, Redes Bayes
etc. En esta secci—n presentamos algunos mZtodos bisicos de clasificaci—n, describiendo, a n
ilustraci—n: (a) una tZcnica sencilla de clasificaci—sopsovisada (el algoritmo-eans), (b) un
modelo estad’stico simple de regresi—n lineal y (c) un modelo lineal de clasificaci—n (regre
log'stica). Aspectos mis avanzados, como el estudio profundo de las diferentes mfquinas
clasificaci—n, versiop@vanzadas de las mismas y diferentes tZcnicas de optimizaci—n, quedan fi
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del alcance de este cap’tulo (para mis informaci—n, Bishop, 2006; Duda y col. 2000; Mitchell, 1¢
Pajares y de la Cruz, 2010).

9.4.1 El algoritmo K-means

K-meanses un mZtodo de clasificaci—n no supervisada muy popular para el antlisis
agrupamientos olusters El tZrmino fue empleado por primera vez por MacQueen (126Wue el
algoritmo fue propuesto por Lloyd (1957). El objetivo digjoritmo es organizar los datos en grupos
(clusterg, de tal manera que los miembros de cada grugostersean similares entre s’ en cuanto a
que sus caracter’sticas estZn mis pr—ximas y diferentes a logldstetro

El procedimiento consiste envdlir N observaciones énclusters de manera que cada observaci—n
pertenece atluster mfs cercano. Esto da lugar a una partici—n del espacio de datos en celda:
Voronoi (Du y col. 2005).

Para este algoritmo, es el usuario el que decide a priori @roaengruposkf en los que se quiere
agrupar los datos. A continuaci—n se explican los pasos a seguir con un ejemplo concreto (la figur
incluye un resumen del algoritmo) :

¥ Paso 1: Se inicializan aleatoriamente kaentros. En este cado= 3. Estn representados
en la figura 9.10 en color azul, rojo y verde.

X | X
X X X
. 1
><><><

Xy

Figura 9.10 Paso 1: Inicializaci—n aleatoria de los centros.
¥ Paso 2: Se asignan los datos a esos centros en funci—n de las distancias, figura 9.11. El
de los datos representa el cerdirgual ha sido asignado en funci—n de su proximidad.
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X | %
x X
b
X
b 4

X;

Figura 9.11 Paso 2: Asignaci—n de puntos a centros en funci—n de las distancias.
¥ Paso 3: Se reubica el centro teniendo en cuenta los puntos que se le han asigni
calculfndolo como la media tiedos los elementos asignados a su grupo, figura 9.12.

Xy

Figura 9.12 Paso 3: El centro se reubica pasando a ser el centroide de todos los puntos que ten’a
asignados.

¥ Paso 4: Se repite la asignaci—n de puntos y la reubicaci—n de los centros, epakasr2los
y 3 hasta que los centros no cambien de posici—n en dos iteraciones consecutivas.

Entradak, conjunto de N datos sin etiqueta[vcl,xz,...,xN}

1. Inicializar aleatoriamente los k centros dentro del espacio representado goetos.

2. Asignar cada muestra al centro mts cercano.

3. Cuando todas las muestras hayan sido asignadas al centro correspondiente, recal
posiciones de los centros de manera que se conviertan en el centroide de las mue
tienen asignadas dichoentros.

4. Repetir los pasos 2 y 3 hasta que los centros ya no se muevan. Esto produ
separaci—n de los datos kegrupos de manera que muestras mis parecidas en

pertenezcan al mismo grupo.

Figura 9.9 Algoritmo K-means.

Ejemplo 9.1.Se quiere didir un conjunto de individuos segcen su peso y altura en dos grupos pat
intentar determinar el sexo de cada uno de ellos (siendo la varialdé¢ peso y xla altura del
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individuo). Utilizar KMeans con k=2 para determinar los clusters mis apropiadosedasiguiente
conjunto de datos:

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24 25

x1 40| 44| 55| 59| 55| 45| 45| 65| 68| 66| 65| 111| 80| 74| 69| 74| 87| 79| 95| 87| 63| 60| 76| 73| 70
X2 150] 148| 154 162| 165| 148| 163| 160| 171)| 179| 170| 195| 180 172| 179| 181| 173] 168| 180| 192| 165| 158| 181| 177] 155

Los dos centroides se han inicializado aleatoriamente a los siguientes valores:

x1 X2
c1= 40 150
Cc%= 80 180

Soluci—n:
Primera iteraci—n

El primer paso consiste en calcular la distancia de cada uno de los elementos de nuestro conjun
datos a loglusterspara determinar a cu¥l de ellos pertenecen (al mis cercano):

Distancia Distancia
Centroide Vector de datos euclideaa Cl euclideaa C2
mis cercano x1 X2
1 1 40 150 0,0 50,0
1 2 44 148 4,5 48,2
1 3 55 154 15,5 36,1
1 4 59 162 22,5 27,7
1 5 55 165 21,2 29,2
1 6 45 148 54 47,4
1 7 45 163 13,9 38,9
2 8 65 160 26,9 25,0
2 9 68 171 35,0 15,0
2 10 66 179 38,9 14,0
2 1 65 170 32,0 18,0
2 2| 111 195 84,1 34,4
2 13 80 180 50,0 0,0
2 14 74 172 40,5 10,0
2 15 69 179 41,0 11,0
2 16 74 181 46,0 6,1
2 7 87 173 52,3 9,9
2 18 79 168 43,0 12,0
2 19 95 180 62,6 15,0
2 20 87 192 63,0 13,9
2 21 63 165 27,5 22,7
1 22 60 158 21,5 29,7
2 23 76 181 47,5 4,1
2 24 73 177 42,6 7,6
2 25 70 155 30,4 26,9

A continuaci—n, se actualizan los nuevos centroides teniendo en cuenta todos los elementos qu
sido asignados a cadhster. As’ pues, los elementos que pertenecetuaterl son:
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1 2 3 4 5 6 7 22

x1 |40 (44 |55 |59 |55 |45 |45 |60
X2 |150 (148 | 154 | 162|165 | 148 | 163 | 158

El nuevo centroide serf la media de cada coordenada:

x1 X2
| cl1= 50,38] 156

Los elementos que pertenecen al cluster 2 son:

8 9 10 1 12 13 14 15 16 17 18 19 20 21 23 24 25
x1 65| 68| 66| 65| 111| 80| 74| 69| 74| 87| 79| 95| 87| 63| 76| 73| 70
x2 | 160| 171|179| 170| 195| 180 172| 179| 181| 173| 168| 180| 192| 165| 181| 177| 155

Por lo que el nuevo centroidéXseri:

x1 X2
| cle= 76,59] 175,2

Como los centroides se han desplazado se continua con la siguiente iteraci—n:
Segunda iteraci—n

El primer paso es actualiztas distancias de cada elemento a cada centroide para determinar a g
cluster pertenecen:

Distancia Distancia
Centroide Vector de datos euclideaa C1 euclidea a C2
mis cercano x1 X2
1 1 40 150 12,0 44,4
1 2 44 148 10,2 42,4
1 3 55 154 5,0 30,2
1 4 59 162 10,5 22,0
1 5 55 165 10,1 23,9
1 6 45 148 9,6 41,7
1 7 45 163 8,8 33,9
1 8 65 160 15,2 19,1
2 9 68 171 23,1 9,5
2 10 66 179 27,8 11,3
2 1 65 170 20,2 12,7
2 12 111 195 72,1 39,7
2 13 80 180 38,1 5,9
2 14 74 172 28,5 4.1
2 15 69 179 29,6 8,5
2 16 74 181 34,4 6,4
2 17 87 173 40,4 10,6
2 18 79 168 31,0 7,6
2 19 95 180 50,7 19,0
2 20 87 192 51,4 19,8
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1 21 63 165 15,5 17,0
1 22 60 158 9,8 23,9
2 23 76 181 35,8 5,9
2 24 73 177 30,9 4.0
1 25 70 155 19,7 21,2

A continuaci—n, se actualizan los nuevos centroides teniendo en cuenta todos los elementos qu
sido asignados a cadhuster. As’ pues, los elementos que pertenecen al nciegterl son:

x1 40 44 55 59 55 45 45 65 63 60 70
X2 150| 148| 154 162| 165 148| 163| 160( 165| 158 155

El nuevo centroide serf la media de cada coordenada:

x1 X2
| c1= 54,6] 157,09

Los elementos que pertenecewlabkter2 son:

9 10 11 12 13 14 15 16 17 18 19 20 23 24

x1| 68| 66| 65| 111| 80| 74| 69| 74| 87| 79| 95| 87| 76| 73
x2 | 171| 179| 170| 195| 180| 172| 179| 181| 173| 168| 180| 192| 181| 177

Por lo que el nuevo centroidéXsert:

x1 X2
C%= 78,86| 178,43

Como los centroides se han desplazado se continua con la ien@sia—n:
Tercera Iteraci—n

Al igual que en las iteraciones anteriores, el primer peso es actualizar las distancias y los miembros
cada cluster:

Distancia Distancia
Centroide Vector de datos euclideaa Cl euclideaa C2
mis cercano x1 X2

1 1 40 150 16,3 48,1
1 2 44 148 14,0 46,3
1 3 55 154 3,1 34,1
1 4 59 162 6,6 25,8
1 5 55 165 7,9 27,4
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1 6 45 148 13,2 455
1 7 45 163 11,3 37,2
1 8 65 160 10,8 23,1
2 9 68 171 19,3 13,2
2 10 66 179 24,7 12,9
2 1 65 170 16,6 16,2
2 12 111 195 67,9 36,2
2 13 80 180 34,2 1,9
2 14 74 172 24,4 8,1
2 15 69 179 26,2 9,9
2 16 74 181 30,8 5,5
2 17 87 173 36,1 9,8
2 18 79 168 26,7 10,4
2 19 95 180 46,4 16,2
2 20 87 192 47,6 15,8
1 21 63 165 11,5 20,8
1 22 60 158 54 27,8
2 23 76 181 32,1 3,8
2 24 73 177 27,1 6,0
1 25 70 155 15,5 25,0

Una vez hecho esto, se calculan los nuevos centroides. Rara C

1 2 3 4 5 6 7 8 21 22 25

x1 40| 44| 55| 59| 55| 45| 45| 65| 63| 60| 70
x2 | 150| 148| 154| 162| 165| 148| 163| 160| 165| 158| 155

El nuevo centroide serf la media de cada coordenada:
x1 X2
| Ci1= 54,6] 157,09

Para C2:

x1 68| 66| 65| 111| 80| 74| 69| 74| 87| 79| 95| 87| 76| 73
X2 171 179|170| 195| 180| 172| 179|181| 173| 168| 180| 192| 181|177

Por lo que el nuevo centroidéXsert:

x1 X2
| C%2= 78,86 178,43

Como los centroides de la iteraci—n 2 y 3 son iguales, el algoritmo se detiene y ya tenemos los clt
creados correctamente dividiendo el conjunto de muestras en funci—n del sekwiduo:

C*1=| 54,64/ 157,09 C’1= 54,64| 157,09
C?2=| 78,86 178,43 C%2= 78,86 178,43
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9.4.2 Regresi—n Lineal

Si disponemos de un conjunto de da®s{(x",y*),k=1,...,N}, donde tratamos de predecir un
valor numZrico continuoy*! R, podemos emplear un modelo de regresi—n lineal. El objetivo que ¢
persigue es encontrar la funcit—eque mejor establezca la relaci—n entre las variables independient
(descriptores) y la variable dependiente (etiqueta numZrica). En el caso de la regresi—ta line:
funci—nh que buscamos se expresa couma combinaci—n lineal de los descriptores con pgsos
sert de la forma:

h (X)=!o+I 4+ X, (9.2)

El ajuste de los partmetrds ha de hacerse con el conjunto de datos disporlibs manera que
h (x“)sea lo mts pr—ximoyé! Para calcular el error existente entre los datos reales y los dato

estimados por nuestra funci—n, definimos una funci—n de coste, el error cuadrftico medio:
1 N
J()==—# (h (X)" y)*
) 2Nﬁ(-() y) (9.3)

DondeN se corresponde con el neemero de datos.

Debemos escoger los partmetfogue minimizan la funci—n de cost€ ). Para ello, podemos
comenzar inicializando aleatoriamente los partmetros y despuZs, emplear un algoritmo de bcesq
como puede ser el algoritmo de descenso de gradiente, que sucesivamente cambie el w@ddor de
forma que el valorJ(! )sea cada vez menor y converja al valor de los parfmetros que minimiza
funci—n de coste.

El algoritmo de descenso por gradiente comienza un con valor arbitrario para los partmetros, qu

actualizan de la forma

., d
hy=1, #E‘](!) (9.4)

donde! es la tasa de aprendizaje, que indica cufnto cambian los partmetros y el signo menos in
gue nos movemos en la direcci—n opuesta al gradiente (ya que la direcci—n del gradiente es
miximo incremento de la funci—®i)elegimos un valor de muy peque—o, la funci—n tardarf mucho
en converger. En cambio, si escogemos un valor muy grande puede oscilar y no llegar a converge
el m’nimo global esperado.

llustraremos este proceso, con un problema de regresi—n con dos parimetros donde la funci
regresi—n lineal toma la fordx) =/, +/ X.

La figura 9.16 muestra un ejemplo de la funci—n de désjelonde podemos olbs&r que es una
funci—n convexa con un m’nimo global.
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o, 20 -20 é,

Figura 9.16 Representaci—n de la funci—n de coste para un problema de regresi—n lineal con dos
parimetros.

Particularizando la ecuaci—n 9.4 para un caso con dos parimetros, nos queda

4L oy =L Y (9.5)

d
—J(,!.)=
d (o) d/; 2N d/, 2N

Si derivamos ahora con relaci—n a ambos parfmetros, tenemos:

Para!, .
9 0a)= 8 e y) (©:6)
d’y Ny '
Para!, .
90y = 2 # (" yx ©.7)
d’y Ny '

Por tanto, ealgoritmo de descenso de gradiente aplicado al problema de regresi—n lineal, se res
como:

Lo=1o" #2$ (h (" Y) 99)

=1 RS (00" X
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La figura 9.17 muestra c—mo ser’a la actualizaci—n del parfneemoel algoritmo de descenso de
gradiente.

O inicializado aleatoriamente

—~ )
S \ @ < \)’
" \ o &’
foey \ / \\ :
\ ".’;.)' - /4}
01

Figura 9.17 Descenso por gradiente.

9.4.3 Regresi—n Log’stica

Cualquier tZcnica de regresi—n puede adaptarse ficilmente para abordar problemas de clasific
supervisadgcon un ncemero discreto de clases). El truco consiste en llevar a cabo la regresi—n
cada clase asignando el valor uno para los ejemplos que pertenecen a la clase de interZs y cero
resto.

En este tipo de clasificaci—n queremos que nuesuatetie salida sea 0 o 1, por tanto, podemos

acotar la funci—n de regresi—n lineal entre esos valores. Para ello, vamos a emplear la fu
sigmoidal, que viene dada por:

2)= (9.9)
g( ) l+e| Z
y se representa de la forma mostrada en la figi@x

1--y .

/7/"‘/ )
0.57-
= X
Figura 9.19 Ejemplo de funcionamiento del ajuste de los parfmetros.
De esta manera, nuestra hip—tesis quedar’a acotada:
h =g o+ X+t 1) (9.10)

Podemos decir qub, (x*) representa la probabilidad de que la salida sea uno, dado et'datp
parametrizado coh.
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No podemos utilizar la misma funci—n de coste que hemos estado utilizando para los problem:

regresi—morque al haber acotado nuestra funci—n, tendr’amos una representaci—n similar a la
grifica mostrada en la figura 9.20 izquierda.

)6, 1(8)
A A
e0 e0
Figura 9.20 Diferencia entre la funci—n coste de regresi—n lineal (izquierda) y regresi—n log’stica
(derecha).

Si utiliztramos la misma funci—n coste para ambos mZtodos, en el caso de la regresi—n log’st
probable que no consiguiZramos llegar a encontrar el m’nimo global, por la existencia de muc
m’nimos locales.

La funci—n coste geeplearemos para regresi—n log’stica es la siguiente:

J¢)=" %[# dlogh, (x)+(1" d)logL" h (x))] (9.11)

i=1

La figura 9.21 muestra la contribuci—n a la funci—n de coste para: un !ejguepjertenece a la
clase 1 (izquierda) y un ejemplo que pertenece a la clase 0 (derecha). Cuando la etijgdtaads
segundo sumando de la ecuaci—n (9.11) queda anulado y si nuestra salida de la funci—n se aprc

uno (que esd etiqueta real), el error tiende a cero. En cambio, si se aproxima a cero, el error tiend
infinito.

d=1 d=0
1(8y) J(8,) = - log(hg () 1(8,) | J(B,) =-log(1 - hg (x)

'

4
T

4

\
!
|
!
I
'
> —>
hg (x!) hg (X)

Figura 9.21 Funci—n coste de la regresi—n log’stica.
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Una vez ajustado el modelo de clasificaci—n, Zste nos devolvert, para los téatosndeabr en el
intervalo de cero a uno que indicart la probabilidad de pertenencia a la clase uno. Se aplic
finalmente, un umbral para tomar la decisi—n final de pertenencia a la clase.
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